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• 최종학력: 서울대학교 인지과학과정 공학박사 (전산언어학 전공)

• 관심 주제: 강화학습, 대화시스템, 지식표현 및 추론 시스템

• 근무경력:
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CELI Inc. (2019)
삼성생명 디지털 추친팀 (챗봇개발 그룹)

• NLP 교과서
- Speech and Language Processing (Jurafsky & Martin)
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Content

• 전산언어학 혹은 자연어 처리(NLP) 주요 개념 소개

• 역사적 발전 과정에 대한 개략적 소개

• 현재 활발히 연구되는 주요 방법론 소개

• 미래에 대한 짧은 조망
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How to question?

• 한 슬라이드의 내용이 거의 끝나거나 끝난 다음에 질문해주세요.

• 쉬는 시간 직전과 맨 수업 말미에 Q&A 시간이 있습니다.

• 이전 슬라이드 내용에 대한 질문시 우측 하단의 슬라이드 번호를 메모해주세요.
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전산 언어학 = 전산적 언어학

계산적 방법을 이용한다는 뜻. 계산이란 알

고리즘을 진행하는 과정을 의미한다.

알고리즘이란 명시적으로 표현된 유한한

길이의 절차를 말한다.

컴퓨터는 알고리즘으로 표현 가능한 모든

계산을 실행할 수 있다.

즉, 전산적이란 말은 알고리즘을 통해 주어

진 문제를 풀려는 접근법을 뜻함.

전산적 (computational)

언어의 본질구조에 대해 연구하는 학문.

여기서 연구는 관찰, 가설제시, 예측과

같은 과학적 방법을 가리킨다.

언어학은 광범위한 분야를 갖고 있다.

가장 큰 단위로 언급하면, 음운론, 

통사론, 의미론, 화용론으로 이루어져

있다.

언어학 (linguistics)
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언어학과 그 인접학문들

음성학

음운론

통사론

의미론

화용론
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음운론이란 무엇인가?

• 언어의 소리 체계를 연구한다.

• 음성학과 다른 점은 말소리의 물리적인 요소가 아니라 언어적 소리의 특성을 다룬다.

• 따라서 언어 내 소리의 변별자질, 즉 음소(phoneme)에 대한 연구가 주를 이룬다.

• 음소는 크게 두 가지 유형, 자음과 모음으로 구분되며 모음은 불변모음과 이중모음으로 흔히 구
분된다.

• 음운론적 질문의 예:

한국어의 모음 ‘에’와 ‘애‘는 서로 구별가능한 음소일까?

• 그 외에 변이음, 소리결합, 비분절 음소, 운율적 음운 등이 주요 연구대상이다.

7



형태론과 통사론

• 형태론(morphology)은 단어의 어형변화에 대한 문법을 연구한다.

• 단어를 구성하는 가장 작은 통사적 단위를 형태소(morpheme)라고 한다.

• 단어의 형태론은 크게 세 가지 유형으로 나뉜다.

• 고립형: 단어가 더 작은 단위로 나뉘지 않는다. (중국어)

• 교착형: 단어가 더 작은 형태소 단위로 나뉜다. (한국어, 일본어, 터키어)

• 굴절형: 형태소 사이의 경계가 분명하지 않다. (라틴어, 독일어)

• 모든 언어에는 유한한 수의 단어 유형이 있고, 이것을 품사(parts of speech)라고 부른다. (명사, 
동사, 형용사, 전치사 등이 대표적)

The

1

sheep

2

walk

3

ing

4

albatross

5

chant

6

ed

7

a

8

dream

9

y

10

lullaby

11
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구문론 혹은 통사론

• 형태론이 단어 내 요소들의 문법을 연구한다면 통사론은 문장 내 요소들의 문법을 연구한다.

• 모든 언어는 단어들을 서로 연결시키는 다양한 방식을 사용한다.
- 어순 (word order)
- 굴절 (-ing, -ed, -s, -es)
- 기능어 (of, by, that)
- 조사 (은/는/이/가/을/를)

• 문장은 주부와 술부처럼 어떤 구성성분(constituents)으로 나누어 분석할 수 있다.

• 이 구성성분을 나무 구조로 표상한 것은 수형도라고 부르며 이는 통사론의 주요 분석방법이다.
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문장의 수형도 예제
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다시쓰기 규칙

• 수형도를 표현하는 형식적인 방법은 다시쓰기(rewrite) 규칙을 이용하는 것이다.

S -> NP   VP
VP -> V   NP
NP -> D   N
N -> duck, human
V -> bit
D -> the

S

NP VP

D N V NP

D N

The    duck   bit   the   human
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통사론, 의미론, 화용론

• 연구 목표들
- 통사론: 단어들 간의 형식적 관계
- 의미론: 언어적 표현이 가리키는 대상과 표현과의 관계
- 화용론: 화자와 청자가 연관된 문장과 의미의 관계

• 의미론과 화용론의 경계는 애매하다.

• 통상적 정의에 따르면 의미론은 언어적 의미에만 초점을 맞추고 세계지식에서 비롯되는 의미는 연구
대상으로 삼지 않는다.

• 따라서 의미론은 형식적 의미, 혹은 문장의 진리조건을 의미의 중요한 초석으로 삼는다.

• 반면에 화용론은 의사소통에 관여하는 의미를 연구하며 함축, 전제, 화행 등이 주요 연구분야이다.

12



NLP Pipeline

• NLP 시스템의 표준적 아키텍쳐

• 단순 전처리부터 시작해 점점 복잡한 task들로 이어진다.

• 엄밀히 따지면 파이프라인의 각 단계들은 서로 독립적이지 않다.

• 하지만 이 단계들을 모듈로 분리하여 시스템의 유지 및 개선의 이점을 누린다.
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NLP analyses and NLP tasks in parallel line
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Text Preprocessing

• The task of converting raw text files (HTML, XML, PDF, etc.) into well-defined sequence 
of linguistically meaningful units:
- Characters
- Words
- Sentences

• Character encoding

• Language identification

• Text segmentation:
- Segmentation from images, tables, html formats, etc.
- Sentence segmentation
- Paragraph segmentation
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Character Encoding

• 텍스트 처리의 가장 원초적인 단계

• 8비트 character sets: ASCII, ISO-8859(유럽 언어들)

• 2-byte character sets: 중국어, 일본어 같은 보다 큰 글자들을 가진 언어들을 포함

• Code-switiching: 한 문서 안에서 다른 글자 인코딩 셋이 사용된 경우

• 현재 가장 널리 이용되는 국제 글자 인코딩 셋은 UTF-8 이다.
- MS Windows는 한국어에 대해 독자적 인코딩 셋인 cp-949 이용
- 그 외에도 euc-kr 셋도 있으나 최근엔 잘 쓰이지 않는다.

• 한글의 경우 조합형을 사용하지 않고 완성형 인코딩 셋을 쓰므로 초중성 구분을 위해서는
인위적 변환이 필요하다.
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Language Identification

• 같은 인코딩 셋을 쓰는 경우 각 언어는 글자 인코딩 번호에 의해 쉽게 구분 가능하다.

• 일반적으로 글자 인코딩 셋은 언어권 단위로 구축된 경우가 많다.

• 라틴어권, 한자문화권(CJK), 러시아어권, 노르웨이권 등

• 글자 인코딩 셋에는 일반적으로 character set에 대한 메타정보를 기록하지만 그렇지 않을
경우 byte 정보의 분포를 통해 구분해야 한다.
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Text Segmentation

• 컴퓨터에서 텍스트는 다양한 어플리케이션을 통해 작성되고 각 어플리케이션은 다양한 포
멧을 통해 텍스트를 인코딩하여 저장한다.

• 자연어 텍스트를 이미지나 테이블, 프로그래밍 언어 등과 구분하여 추출하는 과제

• 대표적인 경우가 HTML으로부터 텍스트를 추출하는 과제이다.

• Example using NLTK library
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Tokenization

• Type과 token 구분

• 자연어 처리에서 단어의 type은 그 고유한 어휘를 가리킨다.

• 단어의 token은 나타난 특정 단어를 가리킨다.

• “단어, 단어, 단어” → type 수: 2, token 수: 5

• 공백을 통해 tokenization이 쉬운 경우와 어려운 경우

• 쉬운 언어들: 대부분의 유럽 언어들

• 어려운 언어들: 중국어, 한국어, 터키어

• 중간정도 어려운 언어들: 라틴어, 독일어
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Lexical Analysis

단어는 자연어 텍스트의 가장 기초적인 요소이고 언어학의 형태론은 단어가 형태소로부터 어떻
게 구성되는지에 대한 것이다.

• Lemmatization: map the word to its root

• Stemming: retain the stem, throw away suffixes

• Parts-of-Speech (POS): word classes

• POS-tagging (형태소 분석): 각 단어들에 품사 태그를 부여한다.

• 한국어 품사 태그는 태깅 체계에 따라 상이하다. (태그셋 비교표)
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한국어 형태소 분석 예제
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형태소 분석의 어려움

• 중의성 발생

• 형태소 부여는 맥락-의존적이다.

• Case A:
Q: What are they doing in the kitchen?
A: They are cooking apples. (POS-tag: verb-ing)

• Case B:
Q: What kind of apples are those?
A: They are cooking apples. (POS-tag: adj)

• 미지어(unknown words) 발생

• 자연어에서는 언제나 신조어가 발생한다.

• 태그셋의 일관성

• 품사 태그셋 또한 변할 수 있다.

• 정밀한 태그셋은 분석에는 용이하지만 태깅작업은 어렵게 만든다.
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Syntactic Analysis

POS 태그셋의 연쇄열만으로는 문장이 어떻게 구성되는지를 이해할 수 없다. 

이제 우리는 문법(grammar)이 필요하다.

• Constituency: 단어집단은 마치 하나의 유닛처럼 움직인다. (e.g., 이화 여자대학교, 대한민국
에서 제일 큰 기업)

• Grammatical relations: 문장 내에서 단어와 단어가 서로 맺는 관계 (주어와 술어 관계 등)

• Dependency relations: 통사/의미 정보를 통해 통사적 관계를 제약한다.

• “The ham sadwitch next to the man studies computer science”

• 위 문장에서 컴퓨터 과학을 공부한 것은 누구일까?
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Grammar-based approach

Context-free grammars

• Noam Chomsky (1956)에 의해 정의됨

• CFG는 규칙의 집합과 어휘집, 그리고 기호들로 정의된다.

• 종단(terminal) 기호는 단어 혹은 어휘들이다.

• 비종단(non-terminal) 기호는 종단 기호들의 관계적 집합을 가리킨다.

• CFG는 문장의 구조를 분석하거나 구조로부터 문장을 생성하는데 사용될 수 있다.

• 또한 확률모형과도 결합되어 사용될 수 있다.(probabilistic CFG)
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Example of CFG (Jurafsky & Martin, 2008): 
Rules
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Example of CFG (Jurafsky & Martin, 2008): 
Lexicon
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Example of CFG (Jurafsky & Martin, 2008): 
Parse Trees
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Grammar-based approach

Dependency grammar

• CFG는 phrase structure grammar를 활용하는 방법이다.

• Dependency grammar는 이와는 달리 단어와 단어간의 의존관계를 활용하는 방법이다.

• 의존성 문법은 한국어처럼 어순이 보다 자유로운 언어들을 기술할때 유리하다.
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Application of Dependency Grammar
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Semantic Analysis

• 언어의 의미를 이해하기 위해서는 언어의 기호와 그 기호가 가리키는 대상을 연결시킬 수
있어야 한다. 

• 언어가 가리키는 대상은 언어적이지 않다.

• 통사분석은 이 과제에는 불충분하다.

• 비언어적 세계 지식:

• 공통 상식

• 절차적 지식

• 세계의 대상들과 그 관계들에 대한 지식
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Syntax-Semantics Pipeline
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Representation of Meaning

의미의 표상은 대상들, 대상들의 속성과 그들의 관계에 대한 기호들로 이루어진다.

의미의 표상은 두 측면에서 바라볼 수 있다.

• 언어적 입력의 표상에서

• 세계의 사태(a state of affairs)의 표상에서

“The student has a notebook.”

Possessing:

Possessor: Student

PossessThing: Notebook
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Representation of Meaning

“The student has a notebook.”

Possessing:

Possessor: Student

PossessThing: Notebook
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Methods of Meaning Representation

• First-order Logic (FOL)

• Description Logic

• Semantic Networks, Frames

34



First-order Logic (FOL)

First Order Logic (FOL) and First Order Predicate Calculus (FOPC) consist of terms:

• Constants: a constant refers to exactly one object in the world Prof_Kim, SNU

• Functions: functions are single argument predicates; they are also terms in that they 
refer to unique objects

LocationOf(SNU)

• Variables: variables allow us to make assertions and to draw inferences

. . . and relations between terms:

• Predicates: refer to relations that hold between objects

Teaches(Prof_Kim, AI)

Professor(Prof_Kim) (can be used to express class membership)
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FOL example of Jurafsky & Martin (2008)
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Description Logic

• Subset of FOL

• 시맨틱 네트워크의 이론적 형식화

• 개별자와 범주로 구성되는 온톨로지(ontologies)를 표현하는데 쓰인다.
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Semantic Networks
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Problem of Semantic Analysis

Compositionality: 문장의 의미는 구성요소들의 의미로부터 구성된다.
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Example: sentiment analysis

Stanford Sentiment Treebank

40
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Word Senses

• 한 단어의 의미는 맥락에 따라 크게 달라질 수 있다.

• Bank: 금융기관 vs. 강가 vs. 저장소

• Bright: 밝음 vs. 똑똑한

• 정의: 사회적 [정의] vs. 사전적 [정의]

• 잠자리: 잠자는 곳 vs. 곤충

• 한국어는 한자표기는 다르지만 발음은 같은 탓에서 발생한 동음이의어가 많다.

• 단어의 의미 유형

• 동음이의어, 다의어, 환유

• 단어들 간의 의미 유형

• 유의 관계, 반의 관계, 부분 관계

41



Word Sense Disambiguation

• 단어 의미의 다의성은 대부분의 NLP 문제에 있어 골치거리이다.

• 단어 사전 자료: WordNet

• 입력: 텍스트의 단어들

• 출력: 단어 의미가 태깅된 텍스트

• WordNet 사용예제

>>> from nltk.corpus import wordnet
>>> w1 = wordnet.synset('ship.n.01’)
>>> w2 = wordnet.synset('boat.n.01’)
>>> print(w1.wup_similarity(w2))

0.9090909090909091
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Semantic Role Labeling (SRL)

• 문장의 각 술어에 대한 의미역(semantic role)을 자동으로 판별하는 과제

• 흔히 PropBank와 같은 labeled data를 지도학습을 통해 학습시키는 방법을 쓴다.

• PropBank
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Coreference Resolution

• 문장 혹은 문단에서 언급된 같은 대상들의 동일 지시성을 판별하는 과제

• 용어들:

• Mentions: 어떤 entity를 가리키는 언어 표현

• Entities (referents): 지시된 대상 자체

• Coreference: 둘 이상의 mention이 같은 대상을 지시할때 그것을 공통 지시적이라고 말한
다.

• Anaphora: 앞에서 언급된 대상에 대한 지시표현을 말한다.
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Mention Types

• Indefinite noun phrases: a guy

• Definite noun phrases: the man

• Proper names: John, South Korea, the United States

• Pronouns

• Personal pronouns: I, you, he, she, it

• Possessive pronouns: mine, yours, his, her

• Reflexive Pronouns: myself, yourself, himself

• Demonstrative pronouns: that, these, those
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Tools

• Annotated Corpora

• MUC-6, MUC-7 (Message Understanding Conference) – through LDC

• ACE 2002 - ACE 2005 (Automatic Content Extraction) – through LDC

• OntoNotes 4.0 (CoNLL Shared Task 2011), OntoNotes 5.0 (CoNNL Shared Task 2012 –
Arabic, Chinese, English) – through LDC

• i2b2/VA 2011 (medical domain) 

• SemEval 2010 (Catalan, Dutch, English, German, Italian, Spanish) – through LDC

• Genia (documents about molecular biology)

• Open sourced system

• Stanford system: https://nlp.stanford.edu/software/dcoref.shtml
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Dialogue Systems: Final Art
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Brief History of NLP

“사람들 사이에 이견이 생기게 되면 누군가 ‘계산합시다’라고 말하게

될 것이고, 그럼 누가 옳은지 바로 알 수 있게 될 것이다.”

Leibniz (1646-1716)



원초적 NLP 도구: 논리학

삼단논법

• 전제

• 모든 사람은 죽는다.

• 소크라테스는 사람이다.

• 결론

• 소크라테스는 죽는다.

아리스토텔레스의 삼단논법은 언어적 사고의 체계화를 향한 시도라고 볼 수 있다.
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논리학의 진화

• 수학에 비해 논리학의 발전은 느렸다. 

• 라이프니츠는 보편 기호체계를 제안했으나 실제적 이론화에는 실패했다.

• 1854년 영국의 수학자 조지 불이 불 대수(Boolean algebra)를 발표

• 대수적 계산을 통해 삼단추론의 형식적 제약 및 약점을 극복

• 논리학의 수학적 모형을 제시

• 1879년 독일의 수학자 프레게가 명제 논리학을 발표

• 기호 논리학, 논리주의의 시작

• 조건문 기호(→) 및 양화사(∀, ∃)가 사용됨

• 1910년 영국의 러셀과 화이트헤드가 <수학원리>를 출판

• 1차 술어 논리학(FOL)이 처음으로 등장함
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보편기계의 등장

• 1929년 독일의 수학자 괴델은 1차 술어논리학의 완전성을 증명한다.

• 1930년 괴델은 이어서 산술체계의 불완전성을 증명하면서 괴델 기수법을 소개한다.

• 괴델 기수법은 1차 술어 논리식을 자연수와 일대일로 맵핑을 시켜주는 기법이었다.

• 괴델 기수법은 산술 계산을 통해서 복잡한 논리식을 기계적으로 처리할 수 있다는 것을 보
여준 것이었다.

• 이는 전산적 인코딩 개념이 탄생했음을 의미한다.

• 1937년 영국의 앨런 튜링이 괴델 기수법에 영감을 얻어 튜링기계에 대한 논문을 발표한다.

• 현대적 컴퓨터의 이론적 모형이 발표됨

• 튜링기계는 상태(state)와 읽고 쓰기가 가능한 head, 행동표를 통해 형식적으로 기술 가능
한 모든 행동을 따라할 수 있다.

• 이 기계는 모든 기계를 흉내낼 수 있는 기계, 즉 보편기계를 의미했다.
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Turing Machine

Behavior Table
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Formal Language Theory

• 튜링의 계산이론 모형은 동시대 많은 연구자들에게 깊
은 영감을 주었다.

• Chomsky는 튜링기계를 통해 문법을 정의할 수 있음을
께달았다.

• 오토마타 이론과 깊게 연관

• 오토마타의 특정 유형은 특정 유형의 문법과 대응된
다.

• 유한상태 오토마타는 정규표현 문법을 의미한다.

• Push-down 오토마타는 Context-free grammar를 의
미한다.

• 이를 통해 Chomsky는 형식언어 계산이론으로 자연
어를 연구하는 길을 제시했다.
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오토마타: 단순한 예제 1

State\Input Push

On Left

Off Right
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오토마타: 단순한 예제 2

t h e n

→START t

t th

th the

the then

*then

56



예제: 한국어 숫자표현의 규칙성

• 한국어의 숫자 표기는 매우 규칙적이다.

• 한국어로 작성된 숫자표현들: “일천”, “일백만”, “일천백”

• 한국 숫자표기의 올바른 변환 예:

• ‘일천’→1000

• 이 과제는 규칙기반 학습을 통해서는 매우 효율적으로 처리가 가능하지만 지도학습으로는
매우 비효율적이다.
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한국어 숫자 표기법

• Digits = {영, 일, 이, 삼, 사, 오, 육, 칠, 팔, 구}

• Jarisu = {십(101), 백(102), 천(103), 만(104), 억(108), 조(1012), …}

• 삼천일백 = 삼×천(103) +일×백(102)

• 삼천일백만=(삼×천(103) +일×백(102)) ×만(104)

한국어에서는 십만 이상부터는 이전의 자릿수를 재사용하는 방법을 쓴다.

• 이십만 = 이(digit) ×십( jarisu) × 만( jarisu) = 2 × 101 × 104

• 이백만 = 이(digit) ×백( jarisu) × 만( jarisu) = 2 × 102 × 104
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q0 q1 q2

Digit

s
Jarisu

Jarisu

Digit

s

• Digits = {영, 일, 이, 삼, 사, 오, 육, 칠, 팔, 구}

• Jarisu = {십(101), 백(102), 천(103), 만(104), 억(108), 조(1012), …}

Jt-1 < Jt | Jt-1 ∈ (십, 백, 천) & Jt ∈ (만, 억, 조)

Jt-1 > Jt

• 삼천일백
• 삼천일백만

• 일백천
• 억만천
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q0 q1 q2

Digit

s
Jarisu

Jarisu

Digit

s

• Digits = {영, 일, 이, 삼, 사, 오, 육, 칠, 팔, 구}

• Jarisu = {십(101), 백(102), 천(103), 만(104), 억(108), 조(1012), …}

Jt-1 > Jt

• 삼천일백
• 삼천일백만

• 일백천
• 억만천

+

+

×
×

+

+
Jt-1 < Jt | Jt-1 ∈ (십, 백, 천) & Jt ∈ (만, 억, 조)
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여러 모형들의 출현: 1940년대와 1950년대

• 초기 언어모형

• 오토마타 기반 모형

• 확률 및 정보이론 기반 모형

• 파생 모형들의 출현

• 퍼셉트론

• 유한상태 오토마타, 정규식

• 마르코프 프로세스

• 섀논의 정보이론이 언어모형에 적용됨

• N-그램 모델

• 혼잡도(perplexity)
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The Two Camps: 1957-1970

• 상징기반 처리 VS 확률기반 처리

• 상징기반 처리

• 촘스키류의 생성문법

• 다이내믹 프로그래밍 기반 접근법

• 인공지능 진영

• 인공신경망 접근

• 추론과 논리 기반(predicate calculus) 접근법

• 초창기 NLU 모델이 QA 시스템을 위해 등장
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Various Paradigms: 1970-1983

• 브라운 코퍼스 등장, 코퍼스 기반 언어처리 등장

• 확률기반 방법이 음성인식 분야에서 크게 발전하기 시작

• 논리기반 진영에서 프롤로그와 같은 함수형 언어 개발

• NLU 분야에서 개념적인 지식에 대한 계산모형의 발전: 스크립트, 프레임, 플래닝, 시맨틱 네
트워크

• 담화 모델링 역시 연구가 시작됨. 담화구조 표상, reference resolution 및 화행에 대한 논리
기반 처리연구 시작
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Empiricism and Finite-State Models Redux:1983-1993

• 유한상태 문법 이론의 재각광

• 형태론, 품사태깅에 효용성 입증

• IBM 토마스 왓슨 연구소의 확률적 음성인식 모형의 성공

• Data-driven 방법의 성공

• 다른 영역으로 활발히 확대됨
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The Field Comes Together: 1994-1999

• Data-driven 방법과 확률기반 모형이 대세를 굳히기 시작함

• POS-taggig, dependency parsing, reference resolution, 담화처리 등 모든 영역에서 확률적
학습모형을 채택하기 시작함.

• 이 배경에는 데이터의 축적과 함께 컴퓨터 하드웨어의 빠른 발전이 있었다.
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The Rise of Machine Learning: 2000-present

• 많은 종류의 언어 데이터들이 만들어짐

• 인터넷 시대의 개막과 함께 대용량의 언어자료가 쉽게 접근가능하게 됨

• Penn Treebank, Prague Dependency Treebank, Porpbank, Penn Discourse Treebank, 
Timebank etc.

• 많은 데이터들로 인해 지도 학습 알고리즘들이 본격적으로 힘을 발휘하기 시작함

• SVM, Logistic regression, Graphical Bayesian models, Neural network models
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The Reign of Deep Learning: 2006-present

• 이전까지는 다양한 기계학습 방법론 중 하나였던 인공 신경망 방법이 비약적으로 발전

• 하드웨어적 요인: GPU 활용법 탄생 (Nvidia CUDA)

• 소프트웨어적 요인: 신경망 아키텍쳐 및 최적화 기술의 발달

• 비지도(unsupervised) 방법들도 점차 주요 방법론으로 떠오름

• Pretrained embedding methods

• Autoregressive, VAE methods

• Transfer learning, self-supervised learning methods

• 심층 강화학습(deep reinforcement learning) 방법도 등장

• Q&A 시스템이나 대화처리 시스템 연구에 응용됨
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NLP의 현재: 딥러닝 전성시대

“한때 인공신경망으로 연구를 하면 논문을 받아주지 않던 시절이 있

었는데, 이제는 인공신경망으로 연구를 안하면 논문을 받아주지 않

는다.”

미상의 연구자



언어모형 (Language Models)

• 어떤 언어적 표현이 나타날지에 대한 예측과제를 생각해보자.

• “그 사람은 [       ] 좋아한다.”

• 이런 예측은 여러 범주의 지식에 의해 결정된다.

• 대화주제, 문법지식, 어휘지식 등

• 언어 자료의 통계적 일반화는 이 복잡성에 대해 단순한 해법을 제공한다.

• 언어적 요소들의 확률분포 = 언어모형

• 성공적인 언어모형은 어떤 언어 표현이 나타날 확률을 정확하게 계산할 수 있어야 한다.

• Ρ w1, w2, … ,wn ∈ {0,1}
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N-Gram Models: 고전적 언어모형

• N-Gram 이란 단어들의 연쇄 단위를 가리키며 앞의 N은 연쇄 단위의 크기를 뜻한다.

• Unigrams, Bigrams, Trigrams, …, N-grams

• e.g., Bigrams:

• S = "나는 어저께 공부를 했다"

• Bigrams(S) = (나는, 어저께), (어저께, 공부를), (공부를, 했다)

• N-Gram 모형은 한 단어의 확률을 그 이전 단어 연쇄열과의 조건부 확률을 통해 예측한다.

• P(했다|나는 어저께 공부를) → P(했다|(나는, 어저께), (어저께, 공부를))

• 최고의 N-Gram 모형

• Katz’s back-off trigram model
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Bengio et al (2003)의 비판

• N-Gram 모형이 제공하는 언어모형은 의미적 차원의 예측력이 너무 약하다.

• “The cat is walking on the street”를 학습한 언어모형은 “The cow is running down the 
street”와 같은 문장이 또한 나타날 수 있음을 예측할 수 있어야 한다.

• 하지만 학습데이터에서 ‘cow is running’, ‘running down the’, ‘down the street’와 같은 표현
들이 적었다면 N-Gram 모형은 이 문장의 출현확률을 실제확률보다 낮게 잡을 수 밖에 없다.

• 단어의 입력을 단순히 문자열로만 보아서는 이 문제를 해결할 수 없다.

71



Bengio et al (2003)의 대안

• 단어 벡터 모형의 도입

• 기존 연구(Schutze, 1992)와 같이 단어를 벡터공간에 임베딩 시킨다.

• 단어 임베딩 벡터를 인공신경망의 입력벡터로 이용한다.

• 다층 신경망 예측모형을 언어모형에 적용

• 인공신경망은 지도학습을 통해 두 가지 임무를 동시에 수행한다.

1) 단어 임베딩 벡터 학습

2) 주어진 맥락 단어 다음에 올 단어를 예측하기
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Vector Space Models of Words (word embeddings)

• 벡터 공간 모형(Vector Space Models)은 Distributional hypothesis와 깊이 연
관된 모형이자 방법론이다.

• 맥락 벡터(context vectors)를 통해 특정 어휘를 벡터 공간으로 사상한다.

• 어휘의 벡터를 통해 어휘 간의 의미적 유사성을 계산하거나 공간적 표상을
수행할 수 있다.

C1 C2 C3

W1 - 1 0

W2 1 - 1

W3 0 1 -

Word-Context matrix
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word\context the cat cow Is running

the 100 15 13 10 8

cat 15 100 0 9 6

cow 13 0 100 7 1

is 10 9 7 100 35

running 8 6 1 35 100

is

the

10

5

105 15

cat (15, 9)

cow (13, 7)



Neural Probabilistic Language Model

• Bengio et al (2003)은 다음의 중요한 개념들을 제시함

• 단어 문자열이 아니라 단어 임베딩 벡터를 입력으로 사용

• 단어 벡터를 연결한 입력에 대한 인공신경망의 계산을 공통 확률함수로 볼 수 있음

• 단어 임베딩 벡터는 신경망과 함께 동시에 학습되거나 사전 학습된(pretrained) 벡터를 통
해 초기화시켜 사용될 수 있음

• 이후 위 개념들은 NLP 분야에서 표준적 방법론으로 자리잡게 됨

• 이때 Bengio가 제시한 것은 다소 단순한 feedforward neural network였다. 

• 당시에는 GPU를 활용할 수 없었고, Bengio는 매우 복잡한 방식으로 CPU 클러스터를 이용
해 병렬계산을 해야 했다.

• Bengio의 연구는 이후 Word2Vec, GLoVe와 같은 임베딩 모형의 출현에 영향을 주었다.
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Word2Vec 

78

• Mikolov et al (2013)은 Bengio et al (2003)의 연구에서 단어 임베딩에만 초점을 맞췄다.

• 많은 계산을 요하는 인공신경망 대신 logistic classification을 도입했다.

• 주요 알고리즘(with Skip-gram):

1. Treat the target word and a neighboring context word as positive examples.

2. Randomly sample other words in the lexicon to get negative samples.

3. Use logistic regression to train a classifier to distinguish those two cases.

4. Use the regression weights as the embeddings.
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GLoVe
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• Pennington et al (2014)는 단어들의 공통 출현 빈도를 이용한 방법을 사용했다.

• 두 단어의 벡터 곱을 두 단어간의 유사도로 보고 이 벡터 곱이 두 단어의 공통출현 확률에
근사하도록 예측모형을 학습시키는 전략을 사용했다.

• GLoVe는 두 단어의 공통출현 관계를 Word2Vec 보다는 더 잘 예측하지만 컴퓨터 계산에서
의 부담이 더 크다는 단점이 있다.



Recurrent Neural Network
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• Recurrent Neural Network (RNN)가 자연어 처리 과제에 많이 활용된다.

• RNN은 다양한 유형의 데이터에 대해 다양한 방식의 출력을 줄 수 있다.



Long-Short Term Memory (LSTM)
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• 단순한 RNN은 장기적 의존관계를 제대로 예측하지 못한다는 문제점이 있었다.

• 하지만 자연어에서는 “The man who built the great machine”와 같은 긴 명사절이 있다고
해도 그 다음에 오는 동사는 ‘man’과 의존관계를 맺는 현상이 흔하다.

• Hochreiter & Schmidhuber (1997)의 LSTM 모형은 이런 장거리 의존관계 학습에 적합했다.



Gated Recurrent Unit (GRU)
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• GRU도 LSTM과 유사한 아이디어를 통해 장거리 의존관계를 학습한다.

• 구조가 LSTM보다 단순해 계산시간에서 이점이 있다.



Encoder-Decoder Model
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• Sutsever et al (2014)에서 Seq2Seq 모형이 제시됨

• 이 계열의 모형은 주로 LSTM 모형을 이용해 기계번역의 성능을 크게 향상시켜 주목을 얻음



RNN 모형의 발전

86

• Generating Text with Recurrent Neural Networks (Sutskever et al, 2011)

• Skip-Thought Vectors (Kiros et al, 2015)

• Neural Machine Translation by Jointly Learning to Align and Translate (Bahdanau et al,
2015) → Attention 메커니즘 등장

• Deep contextualized word representations (Peters et al, 2018) → ELMO 등장



Transformer: “Attention is All you Need”
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Transformer-based approach
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• Transformer 기반 언어모형의 등장

• BERT (Devlin et al, 2018)

• GPT-2 (Radford et al, 2019)

• 이 연구들을 통해 deep contextualized pretrained embeddings 를 통해 댜앙햔 자연어 처리
과제들을 처리하는 방법이 널리 퍼졌다.

• Transfer learning

• Down-stream tasks

• 위 접근법은 또한 아래와 같은 방법들을 동반하게 된다.

• Byte-pair encoding (형태소 분석 모듈 필요성 제거)

• Multi-task learning (순차적 NLP 파이프라인 필요성 제거)
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ELECTRA
Use GAN for masking 



NLP의 미래?

“You know nothing, Jon Snow”

Ygritte, Game of Thrones



현재 딥러닝 기반 NLP에 대한 불만들

• 설명력(explainability) 부재

• “뉴럴넷에 X를 넣었는데 이런 Y가 나왔다. 왜 그런가?”

• 부족한 추론(reasoning) 능력

• 인공신경망을 통한 다단계 추론은 여전히 심볼릭 기반 시스템에 비해 부족하다.

• 높은 시스템 학습 비용

• RTX 2080 Ti 현재가: ~300만원

• 저렴하지 않은 클라우드 컴퓨팅 가격

91



Rebooting AI (Marcus & Davis, 2019)
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가능한 대안?
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• Deep Neural Connectome

• Deep neuroethology of a virtual rodent (ICLR, 2020)

• OpenAI Microscope project

• Graph Neural Networks

• The Logical Expressiveness of Graph Neural Networks (ICLR, 2020)

• Neuro-Symbolic approach

• Neural Symbolic Reader: Scalable Integration of Distributed and Symbolic 
Representations for Reading Comprehension (ICLR, 2020)

• Distillation, Pruning and Quantization

• DistilBERT (ArXiv, 2019)

https://openai.com/blog/microscope/
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